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Methods for discriminating terms and
documents

After (Manning et al., 2009)



Term Frequency

Inverse Document Frequency

» tf(t,d) = the frequency of a term t in a document d

I how many times is t mentioned in d, usually normalised to
the total number of terms

| used to scale a collection of documents with respect to the
occurrences of a term

| however it may be confusing in appreciation of different
term relevances

« idf(t) = Nlog(df(t))
I N = the number of documents in the collection

| df(t) = the number of documents containing t at least once
| idf of a frequent term is low, and of a rare term is high



TF-IDF
.« th-idf(t,d) = tf(t.d) * idf(t

I a weighting scheme that reflects how important is a word
with respect to the documents contained in a corpus

I used in classification, information retrieval, text mining, etc.

* Variations of the TF-IDF often used by search engines
for scoring and ranking a document's relevance given
a user query.

* TF-IDF can be successfully used for stop-words
filtering in various subject fields including text
summarization and classification.



Term-document matrix

* An Mx N matrix with Mrows representing terms

(dimensions) and N columns representing documents
| Example: the number of occurrences of three terms
(affectionealousnd gossipin three novels: Jane Austen’s

Sense and Sensib{bas) and Pride and PrejudieaP)
and Emily Bronte’s Wuthering Heiglitg)



Metode kernel 1n Tnv!"area bazat! de
similaritate

Dupa (lonescu, 2018)



Applications that use vectors

* Vectors can be used as features in a variety of
applications:

information retrieval (Manning et al., 2009),

I document classification (Sebastiani, 2002),
question answering (Tellex et al., 2003),

I named entity recognition (Turian et al., 2010),
parsing (Socher et al., 2013)



Modelul spa“iului vectorial

 Reprezentarea unei multimi de obiecte ca vectori
este cunoscuta sub numele de modelul spaliului
vectorialvector space madel

| dimensiunile sunt caracteristici (cuvinte, similaritati intre
un esantion de test si unul de antrenare, TF-IDF etc.)

| cererile insele sunt reprezentate ca vectori

docl doc2

soclal 3 6 Document 1 (6.4)

eSS Din (Verberne, 2018)




Similaritate bazat! pe produs scalar

* Un vector V(d) — derivat dintr-un obiect d, cu cate o
componenta pentru fiecare caracteristica
| valuarea unel componente este un numar, sau scorul de
ponderare tf-idf sau orice altceva
» Cum putem aprecia similaritatea dintre doua objecte in
acest spatiu vectorial?

| 1@ tentativa: sa calculam lungimea vectorului diferenta dintre
vectorii celor doua obiecte... criticabilal

| 0 solutie mai buna: similaritatea cosinus

1%
sim(dy,dp) = =

(dq) - V(dy)
[V (d1)||V(da)|

(d



Propriet!"ile produsului scalar (intern)

e <, > VxVI Rare proprietatile:
| simetrie: <x, y> = <y, x>
| linearitate: <ax y> = a<x, y>; <X+ y,z> =<X, 2> + <y, 2>
| definit pozitiv: <x, x> ! 0;<x, x>=0! x=0
ENEEE n
< | >:_xTy_Z$iyi =T1Y1 + -+ TpYn,

Ind LYn

unde X' este transpusa lui x.




Calculand similaritatea

Produs scalar: ~ Z=x

Lungime euclideanéy/t. V2(d)

Vectori unitari: o) = V(d)/[V(d)| o(dy) = V(da)/[V(d)]
Similaritate:  sim(dy, ) = 3(d1) - 3(d)

Similaritate = cosinusul unghiului dintre cele doua obiecte

" A.B,
AB A
|A[||B]| n n
S A > B
=1 =1

similarity = cos(0) =




Spa'iul produsulur intern
(spa"iul Hilbert)

« Un spaliu vectoxgeste mullimea numerelor Reedte urspaliu al produsuli
iInterndac" exist" o funclie (mapare) bilinear" (linear" "n fiecare argumel
simetric" #i cu valori regle <care satisface:

<x, X3 0, pentru orice: X
I funclia se numefimdus intesauproduscalar
I spaliul produsului intern este uneopaiiditilbertR™ este un spaliu Hilb JH (




Motivatia utilizarii kernelilor: scufundarea
(transpunerea) trasaturilor (embedaing)

o(x) 0(x)

0(x)

¢(0) 0(x)

0(x)

®(0) o(0)
0(0) O(x)
®(0) ®(0)
®(0)
> >

Patternuri neliniare sunt convertite in liniare.
Functia @ incorporeaza datele unui spatiu de caracteristici in care relatiile neliniare apar liniare.
Metodele de invatare automata pot detecta cu usurinta astfel de relatii liniare



Kerneluri in spa”ii de produs intern

* O metoda kernel face o mapare intr-un spatiu al scufundarilor sau
al caracteristicilor. O mapare de scufundare (embedding) este o

functie: b:rER™ — d(z) € FCH

unde F este un spatiu al produsului intern aplicat caracteristicilor.
 Un kernel este o functie k care, pentru orice x, z < X satisface:
k(r,2) = (o(x), 6(2))

— alegerea functiei de mapare ¢ are ca scop conversia relatiilor nelineare
din X in relatii lineare din spatiul scufundarilor F



Metode kernel

» Metodele de invatare bazate pe kernel functioneaza
prin transpunerea datelor intr-un spatiu Hilbert si prin
cautarea unor relatii liniare in acel spatiu, folosind un
algoritm de invatare.

| pentru a transpune date intr-un spatiu Hilbert: indiferent de
datele de intrare, se transforma reprezentarea intr-un spatiu
multidimensional (> 3 dimensiuni)

I transpunerea se face implicit, prin specificarea produsulul
intern intre fiecare pereche de puncte, mai degraba decat
prin precizarea explicita a coordonatelor



De ce e important! o func'ie ker!

 Metodele kernel (prin functii kernel) ofera puterea de a gestiona in
mod natural datele de intrare care nu sunt sub forma de vectori
numerici, cum ar fi S|rur| de caractere, siruri de cuvinte, imagini sau

chiar f|S|ere video SI audio.

. Functla kernel capteaza nofiunea intuitiva de asemanare intre
obiecte dintr-un domeniu specific si poate fi orice functie definita pe
domeniul respectiv care este simetrica s pozitiv definita.

— In biologie computationala si lingvistica computahonala (Shawe-Taylor
and Cristianini, 2004)
|2n0|61€l;()arpretarea imaginilor (Lazebnik et al., 2006; Grauman and Darrell,



Matricea kernel

» Fiind dat un set de vectori {x... x,} si o functie kernel &
folosita pentru a evalua produsele scalare intr-un spatfiu al
caracteristicilor, cu functia de mapare a caracteristicilor ¢,
glatrlgea kernel este definita ca matricea 7x7 A'cu intrarile

ate de

K= <¢(X), ¢ (X) > = KX; X)

* Ofunctie £: Xx X—> R care este fle continua, fie are un
domeniu finit, poate fi descompus de o functle de mapare a
caracteristicilor ¢ ntr-un spatiu Hilbert ~ aplicat ambelor
argumente, urmat de evaluarea produsului intern in ~dupa
cum urmeaza:

Kx 2) = <dx), A2 >,

daca si numai daca este pozitiv semi-definita.



Exemple #i propriet!"| de
func"il kernel

* Kernel liniar: obtinut prin calculul produsului intern al doi vectori. Functia de
mapare in acest caz este #(x) = x.
— Exemplu: daca x=(1,2,4, 1) siz=(5, 1, 2, 3) sunt doi vectori in R4,
atunci k(x,z) =<x,z22=1.5+2.1+4.2+1.3=18
* Fie k1 si k2 doua kerneluri peste X x X, X< H, a € R, f{.) — o functie
reala pe X si M — o matrice pozitiv semi-definita si simetrica n x n. Atunci,
urmatoarele functii sunt, de asemenea, kernel-uri:

k(x, z) = k1(x, z) + k2(x, 2)

A se vedea (Ionescu, 2018), pag. 44-45,

(X, 2)
k(x, z) = k1(x, y) . k2(y, 2) pentru mai multe exemple de functii kernel.
k(x, z) = f(x) . f(2)
k(x,Z)=x"Mz Mse nume'te pozitiv selefinit# dac#

X"Mx! O pentru orice xRh



Clasificatori Kernel

» |n problemele de clasificare binara, algoritmii de
invatare bazati pe kernel cauta o functie
discriminanta, care atribuie +1 exemplelor care apartin
unei clase si -1 exemplelor care apartin celeilalte
clase.

* Ofunctie linfara:  f(x) = sign((w, é(x)) +b)



Normalizare Kernel
" Fiind dat un kernel A(x, 2) care corespunde functiei de mapare
", kernelul normatizat *A(x, 2) corespunde functiei de mapare

data de: -
T — () — HZ&;H

" Normalizarea ajuta la imbunatatirea performantelor algoritmilor
de invatare automata.

" Exemple:

| normalizarea face ca valorile caracteristicilor din date sa aiba
media zero si variatia sub-unitara

| se imparte fiecare componenta cu radacina patrata a
produsului celor doua componente diagonale

corespunzatoare: b 7)) = = A(1>lzz )
\Liy Li) * R(Ty, Tj




O scurt! revedere a
re''elelor neurale

Dupa: (Nielsen, 2015)



Re"ele neurale in |1A

* Inspirate din medicina, unde ar trebui referite drept
relele neuronale

* Neuronul artificial — numit perceptron

I concept introdus in anii 1950 si 1960 (de catre Frank
Rosenblatt, inspirat de o lucrare anterioara a lui Warren
McCulloch si Walter Pitts)

L2 & ‘ ot ])llt Output _ O lf Z_] WJX] S thI‘CShOld
1 if 3 wjx; > threshold



Re"ele cu sau f!r! feedback

* Retele neurale in care iesirea dintr-un strat este
utilizata ca intrare in stratul urmator => retele
neurale feedforward

I nu exista bucle in retea - informatiile sunt intotdeauna
alimentate catre inainte, nu si catre inapoi

 Daca iesirea alimenteaza noduri interioare =>
relele recurente



O alt! manier! de a scrie ecua'la
re"elel

2% =w.x (produs scalar intre doi vectori: de
ponderi si de intrari)

Notand b = - threshold (prag) =>

{O fw-x+b<0
output =
1 fw-x+b>0



Algorithm 2: Generic Algorithm of Kernel Methods

1
2

4 k — a kernel function;

6 Initialization:
7 K < 0,:

Input:

§={(xiti) | x; e R t; € {+1,—1},7€{1,2,...,n}} — the set of n training
samples and labels;

Z =Az | zzeR"i1€{1,2,...,1}} — the set of [ test samples;

C — a binary kernel classifier. OS2, o 06 (& S (&

8 Kt « 0;,;

10
11
12

13
14
15

16

17

18
19

Computation:
for r; € X do

for z; € X do

L Kz’j <— k:(:c,-,a:j);

for z; € Z do
for x; € X do
L Kf;St — k(zi,a:j)

Y

Output:
Y ={y; | vi e {+1,—1},2€{1,2,...;1}} — the set of predicted labels for the test

samples in Z. Din (lonescu, 2018), pag. 47




C "ga
u m p O ate O re e small change in any weight (or bias)
causes a small change i outpu

I | | ” A"
neural’ S! nve e:

* O mica schimbare a
ponderii unui arc din retea...
| poate provoca comutarea completa a iesirii, de ex. din 0 in 1

| daca o anumita iesire acum ar fi corectata in sensul in care
dorim, e posibil insa ca restul intrarilor sa fie drastic afectate,
intr-un mod greu de controlat

=> ne trebuie 0 maniera prin care sa modificam treptat ponderile i
polaritatile, astfel incat reteaua sa se apropie de comportamentul dorit?

* O retea in care comutarea sa nu fie radicala, cum e cea
data de o functie prag...




Func”iile sign, sigmoid, tanh

1

sign(v) (sign function)

- 1+ e~
2v_1

€

(sigmoid function)
U

€2U+1

(tanh function)

-




ATnv!"a = a minimiza o func"ie de
eroare (cost, obiectiv, loss

1
Cw, b) = >~ ) Iy(x) - all*

In care:

w = matricea ponderilor (weights
b = vectorul pragurilor (biases

n = dimensiunea intrarii (lungimea lui x)
X =intrarea

y(X) = iesirea dorita

a(w, b, x) = iesirea calculata de retea




Regula de sc!dere a gradientulul

* Presupunand un Ccare depinde de un set de
variabile de intrare v= (v, ... V), variatia ! Ca lui C,
produsa de o mica variatie a intrari:

lv=(1v,..!v)leste:! C=" C.lvy,
T ]
unde: vc = (E ac) este gradientul.
ovq oV, .

* Dacaalegem:!v=-n" C cun>Q0,atuncine
asiguram ca variatia ! Cva fi negativa (pt ca vrem ca
eroarea sa fie mai mica la fiecare pas).

* Regula de actualizare:

v =V =v—-yVC




Cum se aplic! gradient descént

 Scaderea gradientului poate fi privita ca 0 modalitate
de a face pasi mici in directia care 1l face pe Csa

scada cel mai rapid.
* Vectorul gradient are componentele aC/ow, Si aC/ab,

astfel incat: e o W= e oC
- k k k _aWk

oC

by > b, =b —n——

| = U l ’Yabl

—

Dar asta inseamna ca iesirea influenteaza reteaua,
fara ca reteaua sa fie recurenta (pentru ca sunt influentate
doar ponderile si pragurile, nu si intrarile neuronilor).

reguliie prin care réieéaua neuraia va

putea sa invete



Sc!derea stocastic! a gradientulut

» In practica, numarul ponderilor si a pragurilor poate fi
extrem de mare, de aceea iterarea scaderii gradientulul
pe fiecare dintre ele poate fi nerealista.

» La fiecare pas in antrenare, se aleg aleator un numar m
de intrari X;, ... X, SI se estimeaza | Cdoar pe baza
acestora, prin medierea rezultatelor.

n doC,

d0Cx,
wk—>W§€=Wk—E oWy bléb;:bl_%z ablj
J J

* La fiecare pass, alt esantion.



Re"ele neurale de adancime



Re"ele multistrat (de adancime)

 Perceptronii de pe nivelul 2 iau decizii prin cantarirea
rezultatelor primului nivel

I decizii la un nivel mai complex si mai abstract decat pe cel
din primul strat

| decizii si mai complexe pot fi luate de perceptronii din cel de
al treilea strat

I o retea multipla de perceptroni se poate angaja intr-o decizie
sofisticata



InvI"are de profunzime
(deep learnihg

» Sa presupunem ca dorim sa determinam daca o
poza contine o fata umana ori nu:

A se vedea: (Goodfellow et al, 2016)



Descompunem problema n

subprobleme mai simple

 Are imaginea un ochl
in partea stanga sus?
Areeaunochiin
partea dreapta sus?

Are un nas in mijloc?
Are o gurajosla
mijloc? Exista par
deasupra? Si asa mai
departe.




$i acestea... In altele inc! mai simple

* Dar cum sa descompui problema automat,
propunand 5-10 niveluri intermediare (ascunse)

de neuroni, care abordeaza concepte din ce in ce
mai generale...




ImageNet and WordNet

* A huge database of over 14 million images
drawn from 1000 different categories.

* Its class coverage is exhaustive enough
that it covers most types of images that
one would encounter in everyday life.

» Organized according to the WordNet
hierarchy of nouns



Follow a Stanford course...

-'*"01.2233345%$))6,47$(23!'7/89:;<<  >?@AB#<

Natural Language Processing
with Deep Learning

CS224N/Ling284

Christopher Manning and Richard Socher
Lecture 1: Introduction


https://www.youtube.com/watch%3Fv=OQQ-W_63UgQ

...or Follow an MIT course

-'.*["01.2233345%)")6,47$(23!"7/89: CDEFG&(H#GH



https://www.youtube.com/watch%3Fv=0VH1Lim8gL8
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